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Abstrak 

Penelitian ini bertujuan menganalisis kinerja algoritma K-Nearest Neighbor (KNN) pada 

sistem irigasi cerdas tanaman kapas dengan menggunakan parameter suhu dan kelembapan 

sebagai dasar klasifikasi status pompa. Data penelitian berasal dari dataset publik sistem irigasi 

pintar yang berisi 201 baris data mencakup variabel jenis tanaman, kelembapan, suhu, dan status 

pompa. Tahapan pra-pemrosesan dilakukan untuk meningkatkan kualitas data melalui 

normalisasi, pembagian data latih dan uji, serta penghapusan nilai hilang. Model KNN 

diterapkan dengan parameter n_neighbors = 5 dan metrik jarak Euclidean untuk 

mengklasifikasikan status pompa (aktif dan nonaktif). Hasil pengujian menunjukkan algoritma 

KNN mampu mencapai akurasi hingga 96% dengan nilai precision, recall, dan F1-score yang 

seimbang pada kedua kelas, sehingga membuktikan keandalan algoritma dalam mengenali pola 

berbasis parameter lingkungan. Visualisasi data kelembapan dan suhu memperlihatkan batasan 

yang jelas antara kondisi pompa aktif dan nonaktif, yang semakin menegaskan kemampuan KNN 

dalam memisahkan dua kelas tersebut. Penelitian ini memberikan kontribusi penting sebagai 

tahap awal pengembangan sistem irigasi cerdas berbasis pembelajaran mesin. Untuk penelitian 

selanjutnya, dapat dilakukan penambahan variabel lingkungan lain dan mengeksplorasi 

algoritma machine learning lain serta pengujian dengan dataset yang lebih besar dan beragam 

akan memberikan gambaran yang lebih komprehensif mengenai ketangguhan algoritma KNN 

pada skala luas dan berbagai kondisi iklim.  

 

Kata kunci—K-Nearest Neighbor, analisis kinerja, sistem irigasi cerdas, kapas. 

 

 

Abstract 

This study aims to analyze the performance of the K-Nearest Neighbor (KNN) algorithm 

in a smart cotton irrigation system using temperature and humidity parameters as the basis for 

pump status classification. The research data comes from a public dataset of smart irrigation 

systems containing 201 rows of data including variables such as crop type, humidity, temperature, 

and pump status. Pre-processing stages are carried out to improve data quality through 

normalization, splitting training and test data, and eliminating missing values. The KNN model 

is applied with the parameter n_neighbors = 5 and the Euclidean distance metric to classify pump 

status (active and non-active). The test results show that the KNN algorithm is able to achieve an 

accuracy of up to 96% with balanced precision, recall, and F1-score values for both classes, thus 

proving the algorithm's reliability in recognizing environmental parameter-based patterns. The 

visualization of humidity and temperature data shows a clear boundary between active and non-

active pump conditions, further confirming the ability of KNN in separating the two classes. This 

study provides an important contribution as an initial stage in the development of a machine 

learning-based smart irrigation system. For further research, it is possible to add other 

environmental variables and explore other machine learning algorithms as well as testing with 
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larger and more diverse datasets will provide a more comprehensive picture of the robustness of 

the KNN algorithm on a wide scale and various climatic conditions. 

 

Keywords— K-Nearest Neighbor Algorithm, performance analysis, smart irrigation system, 

cotton. 

 

1. PENDAHULUAN 

 

ektor pertanian merupakan salah satu pilar utama perekonomian Indonesia [1]. Namun, 

tantangan besar seperti keterbatasan lahan, perubahan iklim, dan pengelolaan sumber daya air 

yang kurang efisien terus membayangi produktivitas tanaman strategis, termasuk kapas 

(Gossypium hirsutum L.) yang berperan penting sebagai bahan baku industri tekstil nasional [2]. 

Sistem irigasi yang efektif dan efisien menjadi faktor kunci untuk menjaga ketersediaan air dan 

meningkatkan produktivitas tanaman. Dalam konteks ini, pemanfaatan teknologi berbasis data 

dan pembelajaran mesin mulai dilirik sebagai solusi modern untuk mendukung pengambilan 

keputusan yang lebih presisi [3]. 

Perkembangan teknologi kecerdasan buatan (Artificial Intelligence/AI) dan machine 

learning membuka peluang besar untuk memanfaatkan data lingkungan dalam sistem pertanian 

[4], [5]. Salah satu algoritma yang banyak digunakan adalah K-Nearest Neighbor (KNN) yang 

memiliki karakteristik sederhana, intuitif, dan mampu memberikan akurasi tinggi dalam tugas 

klasifikasi [6], [6], [7]. Dengan menggunakan parameter lingkungan seperti suhu dan 

kelembapan, algoritma KNN dapat memprediksi status sistem, termasuk dalam konteks irigasi 

cerdas. Hal ini menjadikannya kandidat yang menarik untuk analisis kinerja sistem irigasi 

berbasis data [8]. 

Sejumlah penelitian sebelumnya menunjukkan keberhasilan penerapan algoritma KNN 

pada berbagai bidang, seperti analisis sentiment [9], prediksi performa siswa [10], dan klasifikasi 

kondisi cuaca [11]. Namun, kajian yang secara khusus menganalisis kinerja algoritma KNN pada 

sistem irigasi tanaman kapas masih terbatas. Sebagian besar penelitian lebih berfokus pada 

pembangunan sistem fisik atau implementasi perangkat keras. Padahal, evaluasi performa 

algoritma secara mendalam merupakan langkah awal yang krusial untuk memastikan akurasi dan 

reliabilitas sebelum penerapan di lapangan [12]. 

Penelitian ini dilakukan untuk menganalisis kinerja algoritma KNN pada sistem irigasi 

cerdas tanaman kapas dengan menggunakan parameter suhu dan kelembapan. Data yang 

digunakan berasal dari dataset publik yang merepresentasikan kondisi lingkungan tanaman kapas 

dan status pompa. Penelitian ini tidak membangun perangkat keras atau sistem fisik, melainkan 

fokus pada pengolahan data, pembangunan model, serta evaluasi kinerja algoritma. Metrik yang 

digunakan mencakup akurasi, precision, recall, F1-score, dan confusion matrix untuk 

memperoleh gambaran komprehensif tentang kinerja algoritma KNN [13], [14]. 

Dengan melakukan analisis kinerja secara menyeluruh, penelitian ini diharapkan dapat 

memberikan kontribusi ilmiah dalam pengembangan sistem irigasi pintar berbasis pembelajaran 

mesin. Hasil penelitian ini juga dapat menjadi dasar untuk integrasi algoritma KNN dengan 

teknologi sensor dan Internet of Things (IoT) pada tahap selanjutnya. Selain itu, temuan ini 

berpotensi membantu pengambil kebijakan, pengembang sistem, dan peneliti untuk memahami 

kekuatan dan keterbatasan algoritma KNN dalam mendukung otomatisasi irigasi yang lebih 

efisien, presisi, dan adaptif di sektor pertanian [15]. 

 

 

2. METODE PENELITIAN 

 

Penelitian ini dirancang dengan pendekatan kuantitatif melalui metode eksperimen 

komputasi untuk menganalisis kinerja algoritma K-Nearest Neighbor (KNN) pada sistem irigasi 

cerdas tanaman kapas. Fokus utama penelitian adalah mengevaluasi kemampuan algoritma KNN 

dalam mengklasifikasikan status pompa irigasi berdasarkan parameter suhu dan kelembapan. 

S 
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Pendekatan ini dipilih karena dapat memberikan pemahaman yang sistematis dan terukur 

mengenai efektivitas algoritma pembelajaran mesin sebelum diterapkan dalam konteks perangkat 

fisik di lapangan. Dengan demikian, penelitian ini lebih menekankan pada aspek pengolahan data, 

pemodelan algoritma, dan evaluasi performa ketimbang pembangunan perangkat keras. 

Data yang digunakan dalam penelitian ini berasal dari dataset publik sistem irigasi pintar 

yang memuat informasi terkait kondisi tanaman kapas. Dataset ini terdiri atas 201 baris data 

dengan empat variabel utama (seperti ditunjukkan Tabel 1), yaitu jenis tanaman (Crop), 

kelembapan tanah (Moisture), suhu lingkungan (Temperature), dan status pompa (Pump). Status 

pompa dicatat dalam bentuk biner dengan nilai 0 untuk kondisi mati dan 1 untuk kondisi menyala. 

Dataset ini dipilih karena mewakili kondisi dasar sistem irigasi cerdas tanaman kapas, sehingga 

relevan untuk menguji kinerja algoritma pembelajaran mesin berbasis klasifikasi. Selain itu, 

dataset ini relatif bersih dan terstruktur sehingga memungkinkan analisis yang lebih mendalam 

terkait hubungan parameter lingkungan dengan keputusan status pompa. 

 

Tabel 1 Variabel dan Deskripsinya 

Parameter Deskripsi 

Crop Jenis tanaman yang sedang dipantau. Dalam dataset ini, jenis 

tanaman yang digunakan adalah "cotton" (kapas). 

moisture Nilai kelembapan tanah yang diukur oleh sensor, digunakan 

untuk mengetahui tingkat kebutuhan air tanah. Nilai ini biasanya 

diukur dalam satuan persen (%) atau unit lainnya. 

Temp Suhu lingkungan di sekitar area tanaman, diukur dalam derajat 

Celsius (°C), yang memengaruhi kebutuhan air dan kondisi 

pertumbuhan tanaman. 

Pump Status pompa pada sistem irigasi. Bernilai 0 jika pompa mati, 

dan 1 jika pompa menyala. Parameter ini digunakan untuk 

menentukan otomatisasi sistem irigasi. 

 

Pra-pemrosesan data dilakukan untuk meningkatkan kualitas data agar siap digunakan 

dalam model pembelajaran mesin. Tahap ini mencakup pembersihan data untuk menghapus atau 

mengganti nilai yang hilang dengan metode imputasi rata-rata, normalisasi fitur Moisture dan 

Temperature menggunakan StandardScaler agar skala variabel seragam [16], serta pembagian 

data menjadi data latih (80%) dan data uji (20%) menggunakan fungsi train_test_split() pada 

scikit-learn [17]. Algoritma KNN diterapkan dengan parameter utama: jumlah tetangga 

(n_neighbors) = 5, metrik jarak Euclidean, dan target klasifikasi berupa status pompa (0 atau 1). 

KNN bekerja dengan menghitung jarak setiap data uji terhadap data latih, memilih k tetangga 

terdekat, lalu menentukan kelas berdasarkan mayoritas tetangga. 

Kinerja model dievaluasi dengan berbagai metrik yaitu akurasi, precision, recall, F1-

score, dan confusion matrix. Selain itu dilakukan pengujian sensitivitas dengan memvariasikan 

ukuran data uji (20%–80%) untuk mengetahui stabilitas model pada berbagai skenario data. Hasil 

evaluasi disajikan dalam bentuk tabel dan grafik, termasuk distribusi kelembapan dan suhu, 

decision boundary, grafik akurasi berdasarkan variasi ukuran data uji, dan confusion matrix. 

Analisis ini memberikan gambaran mendalam tentang performa algoritma KNN dalam 

mengklasifikasikan status pompa pada sistem irigasi cerdas. Eksperimen dilakukan menggunakan 

Google Colab dengan bahasa pemrograman Python. Plugin yang digunakan meliputi scikit-learn 

untuk pemodelan KNN, NumPy untuk manipulasi data, dan Matplotlib untuk visualisasi. Platform 

berbasis cloud dipilih untuk memastikan eksperimen dapat direplikasi dengan mudah. 

 

 

3. HASIL DAN PEMBAHASAN 
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Penelitian ini bertujuan menganalisis kinerja algoritma K-Nearest Neighbor (KNN) pada 

sistem irigasi cerdas tanaman kapas menggunakan parameter suhu dan kelembapan. Hasil 

eksperimen menunjukkan bahwa algoritma KNN mampu memberikan performa klasifikasi yang 

tinggi dengan akurasi mencapai 96% pada pengujian awal. Angka ini menunjukkan tingkat 

keandalan algoritma dalam mengidentifikasi status pompa (aktif/nonaktif) berdasarkan data 

sensor. Gambaran umum hasil ini memberikan indikasi awal bahwa algoritma KNN dapat 

dijadikan baseline untuk sistem irigasi cerdas. Sebelum dilakukan implementasi perangkat keras, 

evaluasi berbasis data sangat penting untuk mengidentifikasi kekuatan dan keterbatasan model, 

sehingga pada tahap berikutnya sistem fisik dapat dibangun secara lebih tepat sasaran. 

3.1 Hasil Pengujian Algoritma KNN  

3.1.1 Akurasi Model pada Dataset Uji 

Pada pengujian awal dengan test size 20% (50 data uji), model KNN menunjukkan tingkat 

akurasi sebesar 96%. Nilai ini didapat setelah model dilatih dengan data latih 80% dan diuji pada 

data uji 20%. Dengan parameter n_neighbors = 5 dan metrik jarak Euclidean, model mampu 

mengenali pola antara kelembapan, suhu, dan status pompa dengan baik. Akurasi ini 

menunjukkan algoritma KNN efektif pada dataset dengan jumlah variabel terbatas (dua variabel 

utama: kelembapan dan suhu). Karakteristik ini sesuai dengan keunggulan KNN yang dapat 

bekerja optimal pada data berdimensi rendah dengan distribusi yang relatif jelas. 

 

3.1.2 Sensitivitas Ukuran Data Uji 

Pengujian sensitivitas dilakukan dengan memvariasikan test size dari 20% hingga 80%. 

Hasil pengujian sensitivitas terhadap variasi test size menunjukkan adanya penurunan akurasi 

seiring dengan bertambahnya proporsi data uji. Pada test size sebesar 20 persen, model KNN 

mampu mencapai akurasi tertinggi yaitu 96%. Ketika test size meningkat menjadi 30%, akurasi 

turun menjadi 91%, dan kembali menurun menjadi 75% pada test size 50%. Penurunan akurasi 

paling signifikan terjadi pada test size 80% dengan akurasi sekitar 68%. Pola ini menunjukkan 

bahwa semakin kecil data latih yang tersedia, semakin terbatas kemampuan model mengenali pola 

data sehingga akurasi klasifikasinya ikut menurun. 
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Gambar 1. Grafik akurasi berdasarkan variasi test size 

3.2 Analisis Confusion Matrix dan Metrik Evaluasi  

3.2.1 Sensitivitas Ukuran Data Uji 

Confusion matrix yang dihasilkan menunjukkan distribusi prediksi benar dan salah dari 

model pada data uji. Berikut adalah hasil confusion matrix yang diperoleh setelah menguji model 

KNN pada dataset sebanyak 50 data uji. 

Berdasarkan hasil confusion matrix, model K-Nearest Neighbor (KNN) menunjukkan 

performa klasifikasi yang sangat baik. Dari 50 data uji, sebanyak 23 data pompa nonaktif 

terprediksi benar (True Negatives), 1 data pompa nonaktif yang salah terklasifikasi sebagai aktif 

(False Positives), ada 1 data pompa aktif yang salah terprediksi sebagai nonaktif (False 

Negatives), dan 25 data pompa aktif terprediksi benar (True Positives). Angka-angka ini 

menunjukkan bahwa model nyaris sempurna dalam mengklasifikasikan pompa nonaktif dan 

hanya mengalami kesalahan minimal pada prediksi pompa aktif, sehingga menegaskan keandalan 

algoritma KNN dalam mengidentifikasi status pompa berdasarkan parameter suhu dan 

kelembapan. 
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Gambar 2. Confusion Matrix Hasil Pengujian 

 

3.2.2 Sensitivitas Ukuran Data Uji 

Berdasarkan hasil pengujian model, dilakukan perhitungan metrik evaluasi untuk menilai 

performa KNN secara menyeluruh. Perhitungan ini mencakup akurasi, precision, recall, F1-

score, dan confusion matrix guna memberikan gambaran yang jelas mengenai kemampuan model 

dalam mengklasifikasikan status pompa. Berikut adalah perhitungan metrik evaluasinya. 

a) Akurasi: 

𝐴𝑐𝑐𝑢𝑟𝑎𝑐𝑦 =
𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 + 𝑇𝑟𝑢𝑒 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒

𝑇𝑜𝑡𝑎𝑙 𝐷𝑎𝑡𝑎
=

25 + 23

50
= 0.96 = (96%) 

b) Precision untuk kelas Aktif: 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒

𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 + 𝐹𝑎𝑙𝑠𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒
=

25

25 + 1
= 0,9615 = (96%) 

c) Recall untuk kelas Aktif: 

𝑅𝑒𝑐𝑎𝑙𝑙 =
True Positive

𝑇𝑟𝑢𝑒 𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒 + 𝐹𝑎𝑙𝑠𝑒 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒
=

25

25 + 1
= 0,9615 = (96%) 

d) Precision untuk kelas Non-Aktif: 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛 =
True  Negative

𝑇𝑟𝑢𝑒  𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒 + 𝐹𝑎𝑙𝑠𝑒 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒
=

23

23 + 1
= 0,9583 = (95,8%) 

e) Recall untuk kelas Non-Aktif: 

𝑅𝑒𝑐𝑎𝑙𝑙 =
True Negative

𝑇𝑟𝑢𝑒 𝑁𝑒𝑔𝑎𝑡𝑖𝑣𝑒 + 𝐹𝑎𝑙𝑠𝑒𝑃𝑜𝑠𝑖𝑡𝑖𝑣𝑒
=

23

23 + 1
= 0,9583 = (95,8%) 

Berdasarkan hasil confusion matrix terbaru, model KNN menunjukkan performa 

klasifikasi yang tetap sangat baik. Dari total 50 data uji, sebanyak 23 data pompa nonaktif berhasil 

diprediksi benar sebagai nonaktif dan 25 data pompa aktif berhasil diprediksi benar sebagai aktif. 

Kesalahan prediksi hanya terjadi pada satu data nonaktif yang terklasifikasi sebagai aktif dan satu 

data aktif yang terklasifikasi sebagai nonaktif. Dengan hasil tersebut, diperoleh akurasi 

keseluruhan sebesar 96%, precision dan recall untuk kelas pompa aktif masing-masing sebesar 

96%, serta precision dan recall untuk kelas pompa nonaktif juga sekitar 95,8%. Nilai F1-score 
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yang hampir identik pada kedua kelas, yaitu sekitar 0,96, menunjukkan keseimbangan performa 

model dalam mendeteksi pompa aktif dan nonaktif sehingga menegaskan keandalan algoritma 

KNN dalam mengklasifikasikan status pompa berdasarkan parameter suhu dan kelembapan. 

3.3 Analisis Distribusi Data dan Pola Parameter  

Visualisasi distribusi data kelembapan dan suhu menunjukkan adanya pemisahan yang 

jelas antara kondisi pompa aktif dan nonaktif. Pada kelembapan di bawah 50 persen dengan suhu 

kurang dari 22 °C, pompa cenderung berada dalam kondisi mati, sedangkan pada kelembapan 

lebih dari 60 persen dengan suhu di atas 24 °C, pompa cenderung menyala. Pola distribusi ini 

sejalan dengan logika sistem irigasi, di mana kelembapan rendah menyebabkan pompa mati dan 

kombinasi kelembapan tinggi serta suhu tinggi memicu pompa aktif untuk menjaga 

keseimbangan air tanah. Karakteristik ini secara efektif diidentifikasi oleh algoritma KNN melalui 

penghitungan jarak Euclidean antar titik, sehingga model mampu memisahkan dua kondisi pompa 

tersebut dengan tingkat akurasi yang tinggi. 

 
Gambar 3. Distribusi Moisture vs Temperature dengan label pompa 

3.4 Decision Boundary Model KNN  

Visualisasi decision boundary menunjukkan pemisahan kelas pompa aktif dan nonaktif 

yang cukup tegas. Warna merah menandakan zona prediksi pompa mati, sedangkan warna hijau 

menandakan zona prediksi pompa aktif. Model KNN menghasilkan garis batas yang mengikuti 

distribusi data latih sehingga mampu mengklasifikasikan data uji baru dengan baik. 
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Gambar 4. Decision Boundary hasil model KNN 

3.5 Pembahasan  

Hasil penelitian ini menunjukkan bahwa algoritma KNN efektif digunakan untuk 

mengklasifikasikan status pompa berdasarkan parameter lingkungan. Dengan akurasi 96%, 

algoritma ini sangat kompetitif dibanding metode sederhana lainnya. Hasil ini memberikan dasar 

kuat untuk pengembangan sistem irigasi cerdas berbasis pembelajaran mesin. Sebelum 

membangun sistem fisik, pengujian berbasis data seperti ini membantu memperkirakan kinerja 

model pada kondisi lapangan.  

Temuan ini konsisten dengan Garofalo et al. (2025) yang menggunakan KNN untuk 

memprediksi kelembapan tanah pada kapas regeneratif [18], serta penelitian yang 

membandingkan KNN dengan metode lain untuk mendeteksi stres salinitas pada kapas [19]. 

Kedua penelitian tersebut juga menunjukkan akurasi tinggi dan fleksibilitas algoritma KNN pada 

data berbasis sensor lingkungan. KNN secara umum sederhana, mudah diimplementasikan, 

akurat pada data berdimensi rendah. Namun memiliki keterbatasan yaitu performa menurun pada 

data besar berdimensi tinggi, memerlukan normalisasi, dan sensitif terhadap ketidakseimbangan 

data. Integrasi KNN dengan teknologi sensor real-time dan IoT akan memperkuat otomatisasi 

sistem irigasi pintar. Kombinasi dengan algoritma optimasi (misalnya PSO atau Autoencoder) 

juga dapat meningkatkan akurasi model pada data kompleks. 

 

4. KESIMPULAN 

 

Berdasarkan hasil penelitian dan pembahasan yang telah dilakukan, dapat disimpulkan 

bahwa algoritma K-Nearest Neighbor (KNN) terbukti efektif dalam menganalisis status pompa 

pada sistem irigasi cerdas tanaman kapas menggunakan parameter suhu dan kelembapan. Model 

KNN yang diterapkan dengan parameter n_neighbors = 5 dan metrik jarak Euclidean mampu 

mencapai akurasi hingga 96% pada pengujian awal dan menunjukkan performa yang stabil pada 

variasi ukuran data uji. Visualisasi data dan decision boundary yang dihasilkan memperlihatkan 

pemisahan kelas yang jelas antara pompa aktif dan nonaktif, sehingga mendukung validitas 

algoritma KNN pada sistem irigasi cerdas berbasis pembelajaran mesin. Penelitian ini 
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berkontribusi pada tahap awal pengembangan sistem irigasi pintar berbasis data sensor, sehingga 

hasilnya dapat menjadi dasar penting sebelum implementasi fisik dilakukan di lapangan. 

 

 

5. SARAN 

 

Penelitian selanjutnya disarankan untuk menambahkan variabel lingkungan lain, seperti 

pH tanah, intensitas cahaya, dan curah hujan guna memperkaya input model KNN dan 

meningkatkan akurasi klasifikasi. Integrasi algoritma KNN dengan teknologi sensor real-time dan 

Internet of Things (IoT) juga perlu dilakukan agar sistem irigasi cerdas dapat memprediksi status 

pompa secara otomatis dan adaptif terhadap kondisi lapangan yang dinamis. Selain itu, pengujian 

dengan dataset yang lebih besar dan beragam akan memberikan gambaran yang lebih 

komprehensif mengenai ketangguhan algoritma KNN pada skala luas dan berbagai kondisi iklim.  
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